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1 Einführung

1.1 Statistische Modellierung

Aufgabe der Statistik ist es, auf Grund von zufälligen Beobachtungen Rück-
schlüsse auf zugrundeliegende Modellparameter zu ziehen. Zur mathemati-
schen Formalisierung benötigen wir daher zunächst ein Beobachtungsmodell.
Wir bezeichnen daher als statistisches Modell einen Messraum (X ,F ) verse-
hen mit einer Familie (Pϑ)ϑ∈Θ von Wahrscheinlichkeitsmaÿen, wobei Θ 6= ∅
eine beliebige Parametermenge bezeichnet. Beobachtungen in diesem Modell
sind beliebige Zufallsvariablen Y . Wie gewohnt, spielt der zugrundeliegen-
de Raum häu�g keine Rolle, und wir benutzen nur, dass die Beobachtung
Y eine von ϑ abhängige Verteilung besitzt. Sind X1, . . . , Xn unabhängige,
identisch verteilte Zufallsvariablen unter jedem Pϑ, so heiÿt (X1, . . . , Xn)
eine mathematische Stichprobe vom Umfang n.

Ein Schätzer ϑ̂ des unbekannten Parameters ϑ ist eine messbare Funktion
der Beobachtungen Y , insbesondere also wiederum eine Zufallsvariable. All-
gemeiner wird ein abgeleiteter Parameter g(ϑ) für eine Funktion g geschätzt
durch eine messbare Funktion ĝ der Beobachtungen. Wir messen den Feh-
ler dieses Schätzers mittels einer nicht-negativen Verlustfunktion `(ĝ, g(ϑ))
und bezeichnen als Risiko oder weniger genau Fehler dieses Schätzers bei
Vorliegen des wahren, aber unbekannten Parameters ϑ den mittleren Verlust

R(ĝ, ϑ) := Eϑ[`(ĝ, g(ϑ))] :=

∫
X
`(ĝ(Y (x)), g(ϑ)) Pϑ(dx).

Beachte, dass das Risiko eine Funktion von ϑ ist, es also im Allgemeinen sinn-
los ist, von dem besten Schätzer ĝ im Modell zu sprechen, da für verschiedene
ϑ ∈ Θ Schätzer ganz unterschiedlich groÿe Fehler besitzen können. Wir wer-
den Vergleichskriterien im Laufe der Vorlesung kennenlernen. Schlieÿlich sei
noch darauf hingewiesen, dass die gesamte Modellierung in der Statistik vor
der Datenauswertung statt�nden muss. Daten sind realisierte Beobachtun-
gen Y (x) für ein x ∈ X und führen zu realisierten Schätzern und somit zu
konkreten Schätzwerten ĝ(Y (x)).

1.1 Beispiel. Es sei X1, . . . , Xn eine N(µ, 1)-verteilte mathematische Stich-
probe mit unbekanntem Mittelwert µ ∈ R. Diese kann zum Beispiel mo-
delliert werden als Identität auf dem Raum (Rn,BRn , (N(µ1, En))µ∈R) mit
Einsvektor 1 = (1, 1, . . . , 1)> ∈ Rn und Einheitsmatrix En ∈ Rn×n.
Das Stichprobenmittel µ̂ := 1

n

∑n
i=1Xi oder auch der Stichprobenmedian

µ̃ := med(X1, . . . , Xn) sind natürliche Schätzer für µ. Allerdings ist auch ei-
ne konstante µ̄ := π/3 ein zulässiger Schätzer. Häu�g wird ein quadratischer
Verlust `(x, y) := (x− y)2 betrachtet, der zum quadratischen Fehler (MSE:

mean squared error) führt: R(µ̂, µ) = Eµ[(µ̂− µ)2]. Eine einfache Rechnung
ergibt R(µ̂, µ) = 1

n sowie R(µ̄, µ) = (µ − π/3)2, für µ̃ sind die Ausdrücke
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komplizierter. Für µ = π/3 ist µ̄ sicherlich der beste Schätzer, allerdings ist
er für die meisten anderen Werte von µ sehr schlecht.

Ist der abgeleitete Parameter g(ϑ) reellwertig, so heiÿt ein Schätzer ĝn
unverzerrt oder erwartungstreu (unbiased), falls Eϑ[ĝ] = g(ϑ) für alle ϑ ∈ Θ
gilt. Der Bias Eϑ[ĝ]− g(ϑ) misst die Verzerrung. Für den MSE ist die Bias-
Varianz-Zerlegung von grundlegender Bedeutung:

Eϑ[(ĝ−g(ϑ))2] = Eϑ[((ĝ−Eϑ[ĝ])+(Eϑ[ĝ]−g(ϑ)))2] = (Eϑ[ĝ]− g(ϑ))2︸ ︷︷ ︸
quadrierter Bias

+ Varϑ(ĝ)︸ ︷︷ ︸
Varianz

.

(1.1)

1.2 Parametrische und nichtparametrische Statistik

Die sogenannte parametrische Statistik betrachtet den Fall endlich-
dimensionaler Parameter, das heiÿt Θ ⊆ Rk. Auf Grund der di�erenzier-
baren Struktur des Rk und einfacher Kompaktheitsargumente gibt es in
der parametrischen Statistik starke Aussagen über Konstruktion und Ei-
genschaften von Schätzern. Häu�g wird eine asymptotische Perspektive ein-
genommen, beispielsweise der Fall wachsenden Stichprobenumfangs oder fal-
lenden Rauschniveaus. Wir erwähnen kurz ein Hauptresultat der Likelihood-
Theorie.

Es sei X1, . . . , Xn eine mathematische Stichprobe, die bezüglich einer
Lebesguedichte fϑ auf R verteilt sei mit ϑ ∈ Θ ⊆ Rk unbekannt. Mit
L(ϑ, x) := fϑ(x) wird die Likelihoodfunktion bezeichnet. Der Maximum-
Likelihoodschätzer ist de�niert als

ϑ̂n := argmaxϑ∈Θ

n∏
i=1

L(ϑ,Xi) = argmaxϑ∈Θ

n∑
i=1

log(L(ϑ,Xi)),

sofern dies wohlde�niert ist. Falls nun Θ eine o�ene Menge ist und L(ϑ, x)
bezüglich ϑ di�erenzierbar ist mit Ableitung (Gradient) L̇(ϑ, x), erhalten
wir

∑n
i=1 L̇(ϑ̂n, Xi)/L(ϑ̂n, Xi) = 0 als Schätzgleichung. Mit dem Gesetz der

groÿen Zahlen und dem zentralen Grenzwertsatz kann man unter weiteren
Regularitätsbedingungen (z.B. höherer Di�erenzierbarkeitsordnung) folgen-
de Asymptotik für n→∞ nachweisen:

√
n(ϑ̂n − ϑ)

Pϑ⇒ N(0, I−1(ϑ)), ϑ ∈ Θ.

Dabei bezeichnet I(ϑ) die sogenannte Fisher-Informationsmatrix. Insbe-
sondere ist in regulären Modellen die stochastische Konvergenzordnung
(ϑ̂n − ϑ) = OPϑ(n−1/2) bestmöglich. Die Rate n−1/2 ist in den meisten pa-
rametrischen Modellen vom Umfang n typisch und leitet sich aus Varianten
des (mehrdimensionalen) zentralen Grenzwertsatzes her.
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In der nichtparametrischen Statistik ist die Parametermenge Θ unend-
lichdimensional, es wird keine einfache Parametrisierung des Modells vorge-
nommen. Häu�g ist der unbekannte Parameter die Dichte der Beobachtungen
selbst (Dichteschätzung) oder ein unbekannter funktionaler Zusammenhang.
Bei der Regression werden die Beobachtungen modelliert durch

Yi = f(xi) + εi, i = 1, . . . , n,

mit statistischen Fehlern (εi) (meist E[εi] = 0) und deterministischen oder
zufälligen Designpunkten xi ∈ D ⊆ Rd. Lineare Regression behandelt im
einfachsten Fall lineare Regressionsfunktionen f ∈ F = {g : D → R | g(x) =
a>x + b, a ∈ Rd, b ∈ R}, während in der nichtparametrischen Regression
die Funktionsklasse F aus allen Funktionen g : D → R besteht, die gewisse
allgemeine Bedingungen wie Stetigkeit, Monotonie oder Di�erenzierbarkeit
erfüllen. Wegen fehlender Kompaktheits- oder Di�erenzierbarkeitseigenschaf-
ten im Parameterraum bedarf es in der nichtparametrischen Statistik neuer
Methoden und mathematischer Analysen.

Selbst wenn es a priori gute Gründe gibt, ein parametrisches Modell anzu-
nehmen, dienen nichtparametrische Verfahren häu�g dazu, Modellmisspezi�-
kationen anhand der Daten aufzudecken (goodness-of-�t-Tests). In der Praxis
gibt es immer mehr hochdimensionale Daten und Modelle, zum Beispiel in
der Bildverarbeitung, bei der Genanalyse oder dem Data-Mining. Wenn nicht
gleichzeitig enorme Stichprobenumfänge vorliegen, greift die Asymptotik der
parametrischen Statistik nicht und fast immer kommen nichtparametrische
Verfahren zum Einsatz.

Schlieÿlich seien noch ein paar Literaturhinweise gegeben. Zum Hin-
tergrund parametrischer Schätztheorie siehe Lehmann and Casella (1998).
Nichtparametrische Schätzmethoden und ihre mathematische Analyse wer-
den inzwischen in vielen Büchern behandelt. Zur eher praktisch orientierten
Dichteschätzung ist Silverman (1986) ein Klassiker, Wand and Jones (1995)
ein etwas aktuelleres praxisorientiertes Lehrbuch zur Kernschätzung. Eine
umfassende Monographie zur nichtparametrischen Regression haben Györ-
�, Kohler, Krzy»ak, and Walk (2002) vorgelegt, Härdle (1991) behandelt
dieses Thema mit Anwendungsbezug. Der Modellwahlansatz ist umfassend
und gut aufbereitet in Massart (2007) zu �nden. Aus einem Vorlesungsskript
für Mathematiker hervorgegangen und für Theorievermittlung am empfeh-
lenswertesten ist Tsybakov (2009). Eine umfassende Einführung in aktuelle
nichtparametrische Methoden und insbesondere ihre Anwendungen im Ge-
biet des Statistischen Lernens gibt Hastie, Tibshirani, and Friedman (2001),
während Efromovich (1999) eher breit auf unterschiedliche statistische An-
wendungen eingeht. Schlieÿlich sei Wasserman (2006) für eine breite und
aktuelle Übersicht mit intuitiven Erklärungen (aber meist ohne Beweise)
empfohlen.
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2 Dichteschätzung

2.1 Modell und empirische Verteilung

Wir werden folgendes Modell für die Dichteschätzung betrachten, das als
Grundlage für vielseitige Verallgemeinerungen und spezi�sche Anwendungen
dient.

2.1 De�nition. Es sei Fd := {f : Rd → [0,∞) messbar |
∫
f = 1} die Men-

ge aller Lebesguedichten auf Rd. Für ein unbekanntes f ∈ Fd beobachten
wir eine Stichprobe X1, . . . , Xn ∼ f i.i.d. vom Umfang n. Mit Pf und Ef
wird die Wahrscheinlichkeit bzw. der Erwartungswert in diesem Modell be-
zeichnet. Für einen Schätzer f̂n von f werden wir meist eines der folgenden
Risiken betrachten:

Punktweises (quadratisches) Risiko: Rx(f̂n, f) := Ef [(f̂n(x) − f(x))2]
für ein x ∈ Rd;

Quadratisches Risiko (MISE): RD(f̂n, f) := Ef [
∫
D(f̂n(x) − f(x))2dx]

für eine messbare Teilmenge D ⊆ Rd (sofern f̂n, f ∈ L2(D));

Gleichmäÿiges Risiko: RD,∞(f̂n, f) := Ef [‖f̂n(x) − f(x)‖L∞(D)] für eine

messbare Teilmenge D ⊆ Rd (sofern f̂n, f ∈ L∞(D)).

Grundidee jeder Dichteschätzung ist es, die empirische Verteilung von
(X1, . . . , Xn) zu verwenden. Beachte dazu, dass im eindimensionalen Fall
d = 1 die empirische Verteilungsfunktion

F̂n(x) :=
1

n

n∑
i=1

1(Xi 6 x), x ∈ R,

die wahre Verteilungsfunktion F punktweise erwartungstreu und konsistent

schätzt: E[F̂n(x)] = F (x) und limn→∞ F̂n(x) = F (x) gilt fast sicher für alle
x ∈ Rd. Der I Übung Satz von Glivenko-Cantelli sichert sogar gleichmäÿige
Konvergenz limn→∞ supx∈R|F̂n(x) − F (x)| = 0 fast sicher. Darüberhinaus
liefert der zentrale Grenzwertsatz die Konvergenzrate n−1/2:

√
n(F̂n(x) −

F (x))→ N(0, F (x)(1− F (x)).
Wenn wir nun wissen, dass eine Dichte f existiert, so gilt natürlich F ′ = f

(ggf. im schwachen Sinn), allerdings ist der naive Ansatz f̂n(x) := F̂ ′n(x) nicht
möglich, da die empirische Verteilungsfunktion nicht (im Funktionensinn)
di�erenzierbar ist. Jedoch ist F̂n die Verteilungsfunktion des empirischen

Maÿes

µ̂n :=
1

n

n∑
i=1

δXi ,

wobei δx das Punkt- oder Diracmaÿ in x bezeichnet. Das empirische Maÿ
ist auch im d-dimensionalen ein wohlde�niertes zufälliges Maÿ auf den Bo-
relmengen von Rd. Es sei bemerkt, dass unter unserer i.i.d.-Annahme µ̂n

4



(wie auch F̂n) eine su�ziente Statistik ist und damit kein Informationsver-
lust beim Übergang von den Beobachtungen X1, . . . , Xn zu µ̂n auftritt. Man
kann µ̂n als Ableitung von F̂n im Distributionensinn interpretieren. Um je-
doch zu einem funktionswertigen Schätzer f̂n der Dichte f zu gelangen, muss
µ̂n noch geglättet werden.

2.2 Kernschätzer

2.2 De�nition. Eine messbare Funktion K : Rd → R mit
∫
Rd K(x) dx = 1

heiÿt Kern oder Kernfunktion. Man setzt für einen Kern K und eine Band-
weite h > 0

Kh(x) := h−dK(h−1x), x ∈ Rd,

so dass Kh wiederum Kernfunktion ist. Allgemeiner, jedoch nicht
hier, werden auch reguläre Bandweitenmatrizen H ∈ Rd×d sowie
KH(x) = |det(H−1)|K(H−1x) betrachtet (der skalare Fall entspricht H =
diag(h, . . . , h)).

Kernfunktionen werden benutzt, um das empirische Maÿ zu glätten.
Dies ist dieselbe Idee wie die der Diracfolgen in der Analysis. Für h → 0
konvergiert Kh gegen δ0 in dem Sinne, dass für Faltungen g ∗ Kh(x) :=∫
g(x − y)Kh(y)dy unter Regularitätsbedingungen an K und die Funktion

g : Rd → R gilt
lim
h→0

g ∗Kh(x) = g(x) = g ∗ δ0(x).

2.3 De�nition. Für einen Kern K und eine Bandweite h de�niert man den
Kerndichteschätzer

f̂n,h(x) := Kh∗µ̂n(x) :=

∫
Rd
Kh(x−y)µ̂n(dy) =

1

n

n∑
i=1

Kh(x−Xi), x ∈ Rd .

Die Abhängigkeit von der Kernfunktion K wird in der Notation meist un-
terdrückt.

2.4 Beispiele.

(a) K(x) = 1([−1/2, 1/2]d)(x) ist Kern mit Kh(x) = h−d1([−h/2, h/2]d),
so dass

f̂n,h(x) =
1

nhd

n∑
i=1

1([−h/2, h/2]d)(x−Xi) = #{i : |Xi−x|∞ 6 h/2}/(nhd)

(für d = 1 heiÿt K Rechteckkern und f̂n,h Fensterschätzer).

(b) Für d = 1 ist K(x) = (1− |x|)1([−1, 1])(x) der Dreieckskern.
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(c) Für d = 1 heiÿtK(x) = 3
4
√

5
(1−x2/5)1[−

√
5,
√

5](x) Epanechnikov-Kern.
Dieser hat theoretisches Interesse, da der zugehörige Kernschätzer eine
gewisse Optimalitätseigenschaft besitzt, vergleiche Silverman (1986).

(d) Allgemein ist jede Wahrscheinlichkeitsdichte ein Kern, insbesondere
der Gauÿkern K(x) = (2π)−d/2e−|x|

2/2.

(e) Eindimensionale Kerne K1, . . . ,Kd können zum d-dimensionalen Pro-
duktkern K(x) =

∏d
i=1Ki(xi), x = (x1, . . . , xd) ∈ Rd, kombiniert

werden.

(f) Der sinc-Kern K(x) = π−d
∏d
i=1 sin(xi)/xi ist ein Beispiel eines nicht

überall positiven (und nur uneigentlich integrierbaren, bei Null durch
K(0) = π−d stetig zu ergänzenden) Kerns, der wegen seiner Fourier-
darstellung FK(u) :=

∫
Rd K(x)ei〈x,u〉dx = 1([−1, 1]d)(u) wichtig ist.

I Übung Es gilt nämlich

F f̂n,h(u) = F(Kh ∗ µ̂n)(u) = FKh(u)F µ̂n(u) = FK(hu)ϕ̂n(u)

mit der empirischen charakteristischen Funktion ϕ̂n(u) :=
1
n

∑n
j=1 e

i〈u,Xj〉. Daher ergibt sich beim sinc-Kern gerade der
spektrale cut-o�-Schätzer:

f̂n,h(x) = F−1
(
ϕ̂n1([−h−1, h−1]d)

)
(x).

2.5 Lemma. I Übung Ist die Kernfunktion K eine Wahrscheinlichkeitsdichte

(d.h. nichtnegativ), so ist der Kerndichteschätzer wiederum eine Wahrschein-

lichkeitsdichte. Ist K keine Wahrscheinlichkeitsdichte, so ist max(f̂n,h, 0)

stets eine Verbesserung von f̂n,h für die oben angegebenen Risiken, allerdings

ist auch dieser Schätzer im Allgemeinen keine Wahrscheinlichkeitsdichte.

2.6 Bemerkung. Selbst im Fall des Rechteckkerns darf der Kerndichte-
schätzer nicht mit einem I Übung Histogramm verwechselt werden. I Übung

Verallgemeinerungen des Kernschätzers bilden die lokalen Polynomschätzer

sowie kNN-Schätzer (kth nearest neighbour).

2.3 Bias-Varianz-Dilemma

Der mittlere quadratische Fehler eines Kerndichteschätzers lässt sich leicht
bestimmen.

2.7 Satz. Für den Kerndichteschätzer f̂n,h gilt:

Rx(f̂n,h, f) = (Kh ∗ f − f)(x)2 +
1

n

(
(K2

h ∗ f)(x)− (Kh ∗ f)2(x)
)
,

RD(f̂n,h, f) =

∫
D

(
(Kh ∗ f − f)(x)2 +

1

n

(
(K2

h ∗ f)(x)− (Kh ∗ f)2(x)
))
dx.
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Beweis. Nach der Bias-Varianz-Zerlegung (1.1) folgt

Ef [(f̂n,h(x)− f(x))2] = (Ef [f̂n,h(x)− f(x)])2 + Varf (f̂n,h(x))

=
(∫

Kh(x− y)f(y) dy − f(x)
)2

+
1

n
Varf (Kh(x−X1))

= (Kh ∗ f − f)(x)2 +
1

n

(
(K2

h ∗ f)(x)− (Kh ∗ f)2(x)
)
.

Integration über x ∈ D ergibt nach dem Satz von Tonelli das zweite Ergebnis.

Wir wollen uns die oberen Fehlerschranken in Hinblick auf ihre Gröÿen-
ordnungen anschauen. Wir beschränken uns beispielhaft auf das punktweise
Risiko. Der Bias-Term (Kh ∗ f − f)(x)2 ist unabhängig vom Stichproben-
umfang n und konvergiert für h→ 0 im Allgemeinen (z.B. falls f stetig bei
x und K mit kompaktem Träger) gegen Null. Der Varianzterm hingegen ist
von der Ordnung n−1 im Stichprobenumfang, und für hinreichend reguläre
Kernfunktion K und Dichte f folgt für h→ 0

K2
h ∗ f(x) = h−d

∫
Rd
K2(w)f(x− hw) dw = O(h−d),

während Kh ∗ f(x) = O(1) gilt. Uns o�enbart sich das Bias-Varianz-

Dilemma: je kleiner die Bandweite h gewählt wird, desto unverzerrter ist
die Schätzung, desto gröÿer ist jedoch andererseits ihre Varianz. Dies ist
auch intuitiv einsichtig, weil der Schätzer bei kleinerem h weniger stark ge-
glättet wird, so dass zwar Details besser aufgelöst werden, es aber auch zu
vermehrten Oszillationen kommt.

Die Bandweite h sollte vom Statistiker idealerweise so gewählt werden,
dass das gesamte Risiko minimal ist:

h∗ := argminh>0Rx(f̂n,h, f). (2.1)

Betrachtet man jedoch Bias- und Varianz-Term, so stellt man fest, dass die-
se nicht nur von den bekannten Gröÿen n und K, sondern auch von der
unbekannten und gerade zu schätzenden Dichtefunktion f abhängen. Die
Bandweite h∗ ist also in praxi nicht bekannt und kann nur als theoretische
Messlatte dienen bei der Wahl der Bandweite durch den Statistiker. Man
nennt h∗ aus naheliegenden Gründen Orakel-Bandweite. Im folgenden wer-
den wir zunächst den Minimax-Ansatz zur Bandweitenwahl untersuchen.

2.4 Glattheitsklassen und asymptotisches Risiko

2.8 Lemma. Der Kern K liege in L1(Rd) ∩ L2(Rd) und f sei beschränkt

auf Rd sowie stetig bei x ∈ Rd. Wählt man eine Folge hn → 0 mit hdnn→∞
für n→∞, so ist f̂n,hn(x) ein konsistenter Schätzer von f(x).
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Beweis. Wir wenden Satz 2.7 an und schlieÿen mit dominierter Konvergenz:

Khn ∗ f(x) =

∫
Rd
f(x− hnz)K(z) dz →

∫
Rd
f(x)K(z) dz = f(x),

hdnK
2
hn ∗ f(x) =

∫
Rd
f(x− hnz)K(z)2 dz → f(x)

∫
Rd
K(z)2 dz.

Mit h−dn n−1 → 0 schlieÿen wir, dass Rx(f̂n,hn , f) gegen Null konvergiert.

Dies lässt viel Freiheit für die asymptotische Wahl der Bandweite und
kann zu beliebig langsamer Konvergenz führen. Sofern die Dichtefunktion f
beliebig aus Fd sein kann, haben wir jedoch keinen Ansatzpunkt für eine
geeignete Wahl der Bandweite h: f kann sowohl stark oszillierend als auch
von sehr geringer Variation sein. Eine natürliche Annahme ist daher, von f
eine gewisse Regularität vorauszusetzen. Wir beschreiben diese Vorkenntnis
durch Normschranken in Glattheitsklassen.

2.9 De�nition. Setze 〈x〉 := max{m ∈ N |m < x} mit strikter Unglei-
chung. Ist β ∈ Nd ein Multiindex, so bezeichnet g(β) für g : Rd → R die

Ableitung ∂|β|g

∂x
β1
1 ···∂x

βd
d

mit |β| =
∑d

k=1 βk.

Für α > 0 und eine o�ene Menge D ⊆ Rd sagen wir, dass f : Rd → R
in Cα(D) liegt, sofern f 〈α〉-mal stetig di�erenzierbar auf D ist und jede
Ableitung der Ordnung β ∈ Nd mit |β| = 〈α〉 die Hölder-Bedingung

sup
x,y∈D,x6=y

|f (β)(x)− f (β)(y)|
|x− y|α−〈α〉

<∞

erfüllt. Als Hölderklasse HD(α;R,L) mit Parametern α,R,L > 0 auf D ⊆
Rd bezeichnen wir die Menge{

f ∈ Cα(D)
∣∣∣ sup
x∈D
|f(x)| 6 R, max

|β|=〈α〉
sup

x,y∈D, x6=y

|f (β)(x)− f (β)(y)|
|x− y|α−〈α〉

6 L
}
.

Im einfachsten Fall α 6 1 und D = Rd kann die Hölderannahme direkt
zur Beschränkung des Bias-Terms verwendet werden:

|(f ∗Kh − f)(x)| =
∣∣∣∫ (f(ξ)− f(x))Kh(x− ξ) dξ

∣∣∣
6
∫
L|ξ − x|α|Kh(x− ξ)| dξ

= Lhα
∫
|w|α|K(w)| dw.

Sofern das letzte Integral endlich ist, ergibt sich also die Ordnung O(hα) und
zwar gleichmäÿig über alle f ∈HRd(α;R,L). Für α > 1 lässt sich diese Rate
verbessern, sofern die Kernfunktion eine polynomiale Exaktheitsbedingung
erfüllt.
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2.10 De�nition. Ein Kern K : Rd → R ist von der Ordnung m ∈ N0, sofern
für alle Multiindizes β ∈ Nd mit |β| ∈ {1, . . . ,m} gilt∫

Rd
xβK(x) dx = 0 (xβ := xβ11 · · ·x

βd
d ).

2.11 Beispiele.

(a) K(x) = 1([−1/2, 1/2]d)(x) besitzt die Ordnung 1, jedoch nicht die
Ordnung 2. Dies gilt auch für den Dreieckskern, den Epanechnikov-
Kern und den Gauÿ-Kern und allgemein für nichtnegative Kerne, weil
für sie

∫
x2

1K(x) dx stets strikt positiv ist.

(b) Der quadratische Kern K(x) = 9−15x2

8 1([−1, 1])(x) erfüllt
∫
K = 1,∫

x2m−1K(x) dx = 0 für m ∈ N (aus Symmetrie) und
∫
x2K(x)dx = 0,∫

x4K(x)dx = 9
40−

15
56 6= 0. Also ist K ein Kern der Ordnung 3. I Übung

Man kann allgemein zeigen, dass für jedes p ∈ N genau ein Polynom
P vom Grad höchstens p existiert, so dass K(x) = P (x)1[−1,1](x) ein
Kern der Ordnung p ist.

(c) Der sinc-Kern K ist eigentlich prädestiniert, als Kern beliebiger Ord-
nung (sogenannter Superkern) zu dienen, da Momente durch Ablei-
tungen bei Null im Fourierbereich berechnet werden und FK dort
konstant ist. Leider ist jedoch

∫
xpK(x)dx nicht wohlde�niert als

Lebesgue-Integral. Ist jedoch g ∈ C∞(Rd) eine Funktion mit kom-
paktem Träger und g(0) = 1, Dαg(0) = 0, |α| > 1 (ein Beispiel ist
g(x) = exp(2(1− (x2 + 1)/(x2 − 1)2))1[−1,1](x)), so gilt für K = F−1g
die Kerneigenschaft

∫
K = FK(0) = 1 sowie für |β| > 1∫

xβK(x) dx =
(∫

K(x)Dβ
ue
i〈u,x〉i−|β|dx

)∣∣∣
u=0

= i−|β|Dβ
uFK(0) = 0.

Damit ist ein solches K ein Superkern.

2.12 Bemerkung. Manchmal wird zusätzlich die Bedingung∫
|x|m+1|K(x)|dx < ∞ für einen Kern der Ordnung m gefordert. Dies

garantiert eine endliche Schranke im folgenden Lemma.

2.13 Lemma. Es gelte f ∈ Fd ∩HU (α;R,L) für eine Umgebung U von x
und K besitze die Ordnung 〈α〉 sowie einen kompakten Träger. Dann gilt für

hinreichend kleines h > 0

|(f ∗Kh − f)(x)| 6 hαLd
〈α〉

〈α〉!

∫
|w|α|K(w)| dw.

Beweis. Wir benutzen die Taylorentwicklung um x für alle y in einer Kugel
B ⊆ U um x

f(y) = f(x) +
∑
|β|<〈α〉

f (β)(x)
(y − x)β

β!
+
∑
|β|=〈α〉

f (β)(τy)
(y − x)β

β!
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mit einer Zwischenstelle τy = x+ρ(y−x), ρ ∈ [0, 1], und β! = β1! · · ·βd!. We-
gen des kompakten Trägers von K erstreckt sich das Integral

∫
f(y)Kh(x−

y)dy für hinreichend kleines h nur über B. Die Kerneigenschaft
∫
Kh = 1

sowie die Ordnung von K und damit von Kh ergeben somit

|(f ∗Kh − f)(x)| =
∣∣∣∫

Rd
(f(y)− f(x))Kh(x− y) dy

∣∣∣
6

∑
|β|<〈α〉

∣∣∣∫
Rd
f (β)(x)

(y − x)β

β!
Kh(x− y) dy

∣∣∣
+
∑
|β|=〈α〉

∣∣∣∫
Rd
f (β)(τy)

(y − x)β

β!
Kh(x− y) dy

∣∣∣
=

∑
|β|=〈α〉

∣∣∣∫
Rd

(f (β)(τy)− f (β)(x))
(y − x)β

β!
Kh(x− y) dy

∣∣∣
6

∑
|β|=〈α〉

∫
Rd
L|y − x|α−〈α〉 |(y − x)β|

β!
|Kh(x− y)| dy

6 Lhα
∫
Rd
|z|α|K(z)| dz

∑
|β|=〈α〉

1

β!
.

Die letzte Summe lässt sich exakt bestimmen über einen Potenzreihenan-
satz 1. Aus ex1+···+xd =

∑
β x

β/β! folgt edx =
∑∞

m=0

∑
|β|=m x

m/β!. Da

andererseits edx =
∑∞

m=0 x
mdm/m! gilt, ergibt ein Koe�zientenvergleich∑

|β|=m 1/β! = dm/m!.

2.14 Bemerkung. Wie der Beweis zeigt, gilt das Resultat auch, falls K
keinen kompakten Träger besitzt, jedoch U = Rd betrachtet wird.

2.15 Korollar. Unter den Voraussetzungen des vorangegangenen Satzes ist

der Bias des Kerndichteschätzers von der Ordnung O(hα); genauer gilt:

|Ef [f̂n,h(x)− f(x)]| 6 CLhα

mit C = d〈α〉
∫
|w|α|K(w)| dw/〈α〉! .

Beweis. Dies folgt unmittelbar aus der Bias-Darstellung und dem vorange-
gangenen Satz.

Da wir die wahre Dichte f nicht kennen, aber voraussetzen, dass sie
in der Klasse HD(α;L,R) mit bekanntem α,L,R > 0 liegt, können wir die
Bandweite h so wählen, dass das maximale Risiko über diese Klasse möglichst
klein wird (sogenannter Minimax-Ansatz).

1
Dank an Martin Wahl für diesen Trick!
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2.16 Satz. Es seien α,L,R > 0, D ⊆ Rd o�en und K ∈ L2(Rd) ein Kern

der Ordnung 〈α〉 mit kompaktem Träger. C = C(α, d,K) bezeichne die Kon-
stante aus Korollar 2.15. Für jedes x ∈ D gilt bei hinreichend kleinem h > 0

sup
f∈Fd∩HD(α;L,R)

Rx(f̂n,h, f) 6 h2αC2L2 + n−1h−dR‖K‖2L2 .

Die rechte Seite wird minimal bei der Wahl

h? =
(
n−1(2α)−1Rd‖K‖2L2C

−2L−2
)1/(2α+d)

,

und es folgt

sup
f∈Fd∩HD(α;L,R)

Rx(f̂n,h? , f) 6
(
n−1R‖K‖2L2

)2α/(2α+d)(
2αC2L2d−1

)d/(2α+d)
.

Insbesondere gilt für den maximalen Fehler

sup
f∈Fd∩HD(α;L,R)

Rx(f̂n,h? , f) = O(R2α/(2α+d)L2d/(2α+d)n−2α/(2α+d)).

Beweis. Einsetzen und Nachrechnen.

2.17 Beispiel. Für Lipschitz-stetiges f und d = 1 ist das quadratische Ri-
siko von der Ordnung O(n−2/3), für f ∈ C2(R) erhalten wir O(n−4/5). Im
Grenzfall α → ∞ kann sich O(n−1) ergeben, also die gewöhnliche parame-
trische Konvergenzrate. Dabei ist zu beachten, dass die Schranke L natürlich
von α abhängt und nicht notwendigerweise beschränkt bleibt.

Je gröÿer die Dimension d ist, desto schlechter ist die Konvergenzrate
(Fluch der Dimension, vergleiche auch Tabelle 4.2 in Silverman (1986)). Am
exakten Ergebnis kann man auch erkennen, dass der Kern K möglichst um
die Null herum konzentriert sein sollte mit kleiner L2-Norm (unter der Re-
striktion durch

∫
K = 1 und die Ordnung 〈α〉).

Wenden wir uns dem MISE zu, so lassen sich alle Resultate übertra-
gen durch Integration über das betrachtete Gebiet D. Allerdings lassen sich
für D = Rd und f,K ∈ L2(Rd) bessere und transparentere Abschätzun-
gen durch Übergang in den Spektralbereich gewinnen. Hauptwerkzeug ist
dabei die Plancherel-Gleichung (vgl. Werner (2007), jedoch mit anderer 2π-
Normierung)∫

Rd
|Fg(u)|2du = (2π)d

∫
Rd
|g(x)|2dx für beliebiges g ∈ L2(Rd).

Wendet man diese auf die Spektraldarstellung des Kerndichteschätzers an
(vergleiche Beispiel 2.4), so ergibt sich mit der charakteristischen Funktion
ϕ(u) = Ff(u)∫

Rd
(f̂n,h(x)− f(x))2dx = (2π)−d

∫
Rd
|FK(hu)ϕ̂n(u)− ϕ(u)|2du (2.2)

11



Aus I Übung Ef [ϕ̂n(u)] = ϕ(u) und Ef [|ϕ̂n(u) − ϕ(u)|2] = n−1(1 − |ϕ(u)|2)
erhalten wir die Bias-Varianz-Zerlegung im Spektralbereich

RRd(f̂n,h, f) = (2π)−d
(
‖(FK(h•)−1)ϕ‖2L2+n−1

(
‖FK(h•)‖2L2−‖FK(h•)ϕ‖2L2

))
.

Wegen
∫
K = 1 gilt FK(0) = 1, und wir sehen, dass der Bias-Term für

h → 0 gegen Null konvergiert (sofern die Vertauschung von Grenzwert und
Integral zulässig ist). Der Varianzterm ist kleiner als n−1‖FK(h•)‖2L2 =
n−1h−d‖FK‖2L2 und damit wiederum von der Ordnung O(n−1h−d). Wir
fassen zusammen.

2.18 Lemma. Für den MISE des Kerndichteschätzers mit f,K ∈ L2 gilt

RRd(f̂n,h, f) = (2π)−d
(
‖(FK(h•)−1)Ff‖2L2+n−1h−d‖FK‖2L2−n−1‖FK(h•)Ff‖2L2

)
.

2.19 Bemerkung. Diese Abschätzung kann auch vollständig im Ortsbereich
hergeleitet und formuliert werden:

RRd(f̂n,h, f) = ‖Kh ∗ f − f‖2L2 + n−1h−d‖K‖2L2 − n−1‖Kh ∗ f‖2L2 .

Beachte auch hier, dass der letzte Term O(n−1) für n → ∞ und h → 0 ist
und damit eine kleinere Gröÿenordnung als der zweite Term besitzt.

Während wir den Approximationsfehler zuvor mittels Taylorentwick-
lung abgeschätzt haben, sehen wir nun, dass dieser klein ist, wenn |ϕ(u)|
dort klein ist, wo FK(hu) weit von 1 abweicht. Da FK stetig ist mit
limu→±∞FK(u) = 0 für K ∈ L1(R) (Riemann-Lebesgue-Lemma), sollte
|ϕ(u)| für u→ ±∞ hinreichend schnell abfallen.

2.20 De�nition. Der L2-Sobolevraum der Ordnung s > 0 ist de�niert als

Hs(Rd) :=
{
g ∈ L2(Rd)

∣∣∣ ∫
Rd

(1 + |u|2)s|Fg(u)|2du <∞
}
.

Dies ist ein Hilbertraum bezüglich dem Skalarprodukt

〈g, h〉s :=

∫
Rd

(1 + |u|2)sFg(u)Fh(u) du.

Für s ∈ N kann die Sobolevnorm auch mit Hilfe schwacher Ableitungen
direkt de�niert werden: es gilt f ∈ Hs(Rd), wenn f s-mal schwach di�e-
renzierbar ist sowie f und alle Ableitungen quadrat-integrierbar sind. Insbe-
sondere liegt eine s-fach klassisch di�erenzierbare Funktion g ∈ L2(R) mit
g(s) ∈ L2(R) in Hs(R).

2.21 Beispiel. Die Laplace-Dichte f(x) = 1
2e
−|x| besitzt die Fouriertrans-

formierte Ff(u) = (1 + u2)−1, so dass f in Hs(R) liegt für alle s < 3/2.
Wegen f ′(x) = − sgn(x)1

2e
−|x| im schwachen Sinn und f ′ ∈ L2(R) sieht man

direkt zumindest, dass f ∈ H1(R) gilt, obgleich f /∈ C1(R).
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Folgendes Resultat ist klassisch, siehe z.B. Werner (2007).

2.22 Satz (Soboleveinbettungssatz). Für s > α + d/2 gilt Hs(Rd) ↪→
Cα(Rd): jedes f ∈ Hs(Rd) besitzt eine Version in Cα(Rd).

Für Sobolevklassen ist der Biasterm im MISE des Kerndichteschätzers
leicht abzuschätzen.

2.23 Satz. Es sei K ∈ L1 ∩ L2(Rd) ein Kern der Ordnung 〈s〉 mit FK ∈
C〈s〉+1(Rd) und beschränkten Ableitungen der Ordnung 〈s〉+1. Für den MISE

des Kerndichteschätzers mit f ∈ Hs(Rd) für s > 0 gilt

RRd(f̂n,h, f) 6 C2‖f‖2sh2s + n−1h−d‖K‖2L2

mit C = (2π)−d/2(‖K‖L1 + 1)(
∑
|β|=〈s〉+1

‖FK(β)‖∞
β!(‖K‖L1+1))s/(〈s〉+1). Für nicht-

negative Kerne sowie d = 1 und s ∈ N ergibt sich C = ‖FK(s)‖∞
s!
√

2π
.

2.24 Bemerkung. Nach der Fouriertheorie folgt FK ∈ C〈s〉+1(Rd)
mit gleichmäÿig beschränkten Ableitungen aus der Momentenbedingung∫
|K(x)||x|〈s〉+1 dx <∞, insbesondere also für Kerne mit kompaktem Träger.

I Übung Ein einfacherer Beweis ist möglich für Kerne mit kompaktem Träger
im Fourierbereich, zum Beispiel für den sinc-Kern.

Beweis. Die Ordnung von K impliziert im Fourierbereich FK(β)(0) = 0 für
|β| ∈ {1, . . . , 〈s〉}. Mittels Taylorentwicklung von FK um Null erhalten wir
daher

‖(FK(h•)− 1)Ff‖2L2

=

∫
|FK(hu)− 1|2(1 + |u|2)−s(1 + |u|2)s|Ff(u)|2 du

6 ‖f‖2s sup
u∈Rd
|FK(hu)− 1|2(1 + |u|2)−s

6 ‖f‖2s sup
u∈Rd

((
|hu|〈s〉+1

∑
|β|=〈s〉+1

‖FK(β)‖∞
β!

)
∧ (‖K‖L1 + 1)

)2
|u|−2s

= ‖f‖2sh2s sup
v∈Rd

((
|v|〈s〉+1−s

∑
|β|=〈s〉+1

‖FK(β)‖∞
β!

)
∧ (‖K‖L1 + 1)|v|−s

)2

= ‖f‖2sh2s(‖K‖L1 + 1)2
( ∑
|β|=〈s〉+1

‖FK(β)‖∞
β!(‖K‖L1 + 1)

)2s/(〈s〉+1)
.

Wir schlieÿen mittels Lemma 2.18, wobei wir den letzten Summanden dort
durch Null abschätzen. Die Vereinfachung folgt aus ‖K‖L1 = 1 für nichtne-
gative Kerne K durch Einsetzen.

13



Minimieren des MISE bezüglich h ergibt die Konvergenzrate
O(n−2s/(2s+d)).

2.25 Korollar. Unter den Voraussetzungen und in der Notation des vorigen

Satzes gilt für M > 0 und mit h? = (n−1(2s)−1d‖K‖2L2C
−2M−2)1/(2s+d)

sup
f∈Fd∩Hs(Rd), ‖f‖s6M

RRd(f̂n,h? , f) 6
(
n−1‖K‖2L2

)2s/(2s+d)(
2sC2M2d−1

)d/(2s+d)
.

Insbesondere ist für Sobolevbälle der Ordnung s > 0 mit Radius M der ma-

ximale MISE von der Ordnung O(M2d/(2s+d)n−2s/(2s+d)) in n und M .
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